СРО 12: Оценка качества моделей машинного обучения с использованием метрик точности
Цели задания:
1. Освоить основные метрики оценки качества моделей машинного обучения.
2. Научиться анализировать результаты работы моделей и делать выводы на основе метрик.
3. Разобраться, какие метрики применяются для задач классификации и регрессии.
4. Практически использовать библиотеки Python (Scikit-learn) для оценки качества моделей.
Теоретическая часть
1. Метрики для задач классификации
Классификация — это задача предсказания категориального выхода. Основные метрики:
· Accuracy (Точность)
· Доля правильно классифицированных объектов.
· Применяется, если классы сбалансированы (пример: 50% объектов относятся к одному классу, 50% — к другому).
· Вычисляется как: [image: ]
· Precision (Точность для одного класса)
· Отражает долю верно предсказанных объектов определенного класса среди всех объектов, отнесенных моделью к этому классу.
· Важна в задачах, где ложные срабатывания критичны (например, диагностика болезней).
· Формула: [image: ]
· Recall (Полнота)
· Показывает, сколько объектов данного класса модель сумела найти.
· Важен в ситуациях, где пропуск критичен (например, обнаружение мошенничества).
· Формула: 
[image: ]
· F1-score
· Среднее гармоническое Precision и Recall.
· Используется при несбалансированных данных.
· Вычисляется по формуле: [image: ]
· Матрица ошибок (Confusion Matrix)
· Позволяет увидеть, какие классы чаще всего путает модель.
· Визуализируется в виде таблицы, где строки — истинные значения, столбцы — предсказанные.
2. Метрики для задач регрессии
Регрессия предсказывает непрерывные значения. Основные метрики:
· Mean Absolute Error (MAE) — Средняя абсолютная ошибка
· Среднее абсолютное отклонение предсказанных значений от реальных: 
· [image: ]
· Mean Squared Error (MSE) — Среднеквадратичная ошибка
· Используется чаще, так как сильнее штрафует большие ошибки: 
· [image: ]
· Root Mean Squared Error (RMSE) — Корень из среднеквадратичной ошибки
· Более интерпретируем, так как имеет ту же размерность, что и целевая переменная: 
· [image: ]
· R² (Коэффициент детерминации)
· Показывает, насколько хорошо модель объясняет разброс данных.
· Значение от 0 до 1 (чем ближе к 1, тем лучше). [image: ]
Практическая часть (Задания)
Задание 1. Оценка качества модели классификации
1. Загрузите набор данных, например, Iris или MNIST.
2. Обучите классификационную модель (например, RandomForestClassifier или LogisticRegression).
3. Рассчитайте метрики: Accuracy, Precision, Recall, F1-score.
4. Постройте Confusion Matrix.
Пример кода:
from sklearn.datasets import load_iris
from sklearn.model_selection import train_test_split
from sklearn.ensemble import RandomForestClassifier
from sklearn.metrics import accuracy_score, classification_report, confusion_matrix
import seaborn as sns
import matplotlib.pyplot as plt

# Загрузка данных
iris = load_iris()
X_train, X_test, y_train, y_test = train_test_split(iris.data, iris.target, test_size=0.2, random_state=42)

# Обучение модели
clf = RandomForestClassifier()
clf.fit(X_train, y_train)

# Предсказание
y_pred = clf.predict(X_test)

# Оценка метрик
print("Accuracy:", accuracy_score(y_test, y_pred))
print("Classification Report:\n", classification_report(y_test, y_pred))

# Визуализация матрицы ошибок
cm = confusion_matrix(y_test, y_pred)
sns.heatmap(cm, annot=True, fmt='d', cmap="Blues")
plt.xlabel('Predicted')
plt.ylabel('True')
plt.show()

Задание 2. Оценка качества модели регрессии
1. Загрузите набор данных (например, Boston Housing).
2. Обучите модель линейной регрессии.
3. Рассчитайте метрики: MAE, MSE, RMSE, R².
Пример кода:
from sklearn.datasets import fetch_california_housing
from sklearn.linear_model import LinearRegression
from sklearn.metrics import mean_absolute_error, mean_squared_error, r2_score
import numpy as np

# Загрузка данных
data = fetch_california_housing()
X_train, X_test, y_train, y_test = train_test_split(data.data, data.target, test_size=0.2, random_state=42)

# Обучение модели
model = LinearRegression()
model.fit(X_train, y_train)

# Предсказание
y_pred = model.predict(X_test)

# Оценка метрик
mae = mean_absolute_error(y_test, y_pred)
mse = mean_squared_error(y_test, y_pred)
rmse = np.sqrt(mse)
r2 = r2_score(y_test, y_pred)

print(f"MAE: {mae}")
print(f"MSE: {mse}")
print(f"RMSE: {rmse}")
print(f"R²: {r2}")

Ожидаемые результаты:
1. Студент сможет вычислять основные метрики оценки качества моделей.
2. Будет освоено использование библиотек Scikit-learn для анализа метрик.
3. Студент научится интерпретировать полученные результаты и делать выводы.
4. Будет создан код для расчета метрик классификации и регрессии.

Рекомендации:
· При несбалансированных данных используйте F1-score, а не только Accuracy.
· Для регрессии учитывайте, что MAE менее чувствителен к выбросам, а MSE их штрафует сильнее.
· Для визуализации метрик можно использовать Seaborn и Matplotlib.
· Попробуйте другие модели (например, SVM, Gradient Boosting) и сравните их метрики.

Дополнительные вопросы для анализа:
· Как изменяются метрики, если модель переобучается?
· В каких случаях Accuracy не дает полной картины?
· Почему нельзя использовать одну метрику для всех задач?
Это поможет глубже понять, как оценивать качество моделей машинного обучения! 
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